
Otto-von-Guericke-Universität Magdeburg

Fakultät für Informatik

Verwendung von Deep Learning Techniken zur
Entwicklung einer grafisch basierten

Steckplatzanalyse-App für Serverschränke

Bachelorarbeit

Autor:

Martin Weiss

Betreuende:
Prof. Dr. rer. nat. Frank Ortmeier

M.Sc. Konstantin Kirchheim
Institut für Intelligente Kooperierende Systeme (IKS)

Chair of Software Engineering

Magdeburg, 18.07.2022



Weiss, Martin:
Verwendung von Deep Learning Techniken zur Entwicklung einer grafisch basierten Steck-
platzanalyse-App für Serverschränke
Bachelorarbeit, Otto-von-Guericke-Universität Magdeburg, 2022.



Inhaltsangabe

In einer Welt des exponentiellen Datenwachstums sind die Begriffe ubiquitous computing
oder persuasive computing sowohl für Industrie als auch für Verkehr, Gesundheit und
Gesellschaft nicht mehr wegzudenken. Für die Vernetzung der stetig wachsenden Anzahl
smarter Geräte, den Wunsch des autonomen Fahrens oder bei der Schaffung eines Meta-
versums, dessen Potenzial sich in der aktuell andauernden COVID-19-Pandemie zeigt, sind
gewisse Anforderungen, die durch den Telekommunikationssektor erfüllt werden müssen,
unabdingbar. Darunter sind vordergründig das Verfügen über flächendeckend hohe Band-
breiten und das Gewährleisten geringer Latenzen bei der Datenübertragung von Relevanz.
Der Ausbau des Mobilfunksystems der 5. Generation stellt für die Erreichung dieser
Anforderungen eine Schlüsselkomponente dar. Dieser bezieht den Einsatz von verteilten
Mini-Rechenzentren mit ein, welche die Rechenleistung näher an den physischen Standort
der Nutzer:innen bringen soll.
Daraus resultiert ein enormer Verwaltungsaufwand bei der Überprüfung und Instandhal-
tung der Servertechnik, den es mithilfe der Digitalisierung zu minimieren gilt.
In dieser Bachelorarbeit soll ein prototypisches Verfahren entworfen werden, welches die
automatische Analyse eines Serverschrankes per Smartphone-Kamera ermöglicht und
somit eine effiziente und einheitliche Dokumentationsmöglichkeit untersucht. Dafür sollen
gegenwärtige Deep Learning-Objekterkennungsalgorithmen verglichen und hinsichtlich der
Problemstellung eingesetzt werden. Abschließend wird das entwickelte Verfahren durch
eine Evaluierung auf dessen Korrektheit und Genauigkeit überprüft. Basierend darauf
lässt sich die Verwendbarkeit des Verfahrens einschätzen und einen Anstoß für mögliche
Weiterentwicklungen geben.
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1 Einführung

Dem zukünftigen Markt für Multi-Access Edge Computing(MEC) wird ein immenses
Potenzial vorausgesagt. Laut einer im Jahr 2020 verö�entlichten Marktforschungsanalyse
des UnternehmensFrost & Sullivan [Sta22, Val20] soll derMEC-Markt im Jahr 2024 einen
Umsatz von 7.23 Milliarden US-Dollar erzielen und somit den Umsatz von 2019 mehr als
verhundertfachen.
Dieses Wachstum soll sich aus der Kopplung desMEC's mit dem Mobilfunknetz der
5. Generation und den daraus resultierenden innovativen Möglichkeiten ergeben.MEC
beschreibt einen Teilbereich desEdge Computings, wobei die Netzwerktechnologie von Mo-
bilfunkbetreibern näher an den Kunden verlagert wird. Dadurch sollen hohe Bandbreiten
und geringe Latenzen bei der Datenübertragung gesichert werden [SIDQ17], wodurch sich
Techniken wie das vernetzte autonome Fahren,Smart Manufacturing oder eine immersive,
latenzfreieMixed-Reality realisierbar machen.
Um die Vorteile desMEC's zu nutzen, sollen eine Vielzahl von Mini-Rechenzentren am
Rand des Netzwerkes aufgebaut werden. Dieser verteilte Ausbau resultiert in einen enormen
Verwaltungs- und Dokumentationsaufwand. Zu jedem Serverschrank der Mini-Rechenzen-
tren muss dessen Hardware und Auslastung durch geschultes Fachpersonal dokumentiert
werden, um bei Netzwerkänderungen oder Hardware-Ausfällen entsprechende Anpassun-
gen planbar zu machen. Dabei müssen die Dokumentationen einheitlich ausgeführt und
konsistent abgespeichert werden, um eine Vergleichbarkeit dieser zu gewährleisten. Bislang
existiert jedoch weder ein einheitlicher Standard noch eine Software, welche den Prozess
der Dokumentationserstellung derMEC-Technik vereinfacht. Bisherige Methoden zur
automatisierten Überwachung von Servertechnik stützen sich entweder auf fest installierte
Kameras [PHP10, EY21] oder montierte Robotersysteme [Oga21] und sind aufgrund des
verteilten Aufbaus beimMEC nicht anwendbar. Daraus entstehen hohe Kosten und eine
lange Auftragsdauer für die manuellen Dokumentationen durch das Fachpersonal. Diese
Faktoren erschweren und verlangsamen den Ausbau des Mobilfunknetzes.
So kommt es, dass im vom Bundesministerium für Bildung und Forschung geförderten
ForschungsprojektsOTB-5G+ 1, neben der einzusetzenden 5G-Technologie, auch ein intel-
ligentes Netzwerkmanagement erforscht werden soll.
Im Rahmen dieses Projekts wurde vom Unternehmenhighstreet technologies2 eine Netz-
werk-Management-Software entwickelt, welche unter anderem die Dokumentation von
Mobilfunksendestationen per Smartphone-App unterstützt und damit eine einfache und
konsistente Dokumentation der Standorte erlaubt.
In Zusammenarbeit mit highstreet technologiessoll die Funktionalität der App durch diese
Bachelorarbeit erweitert werden. Dabei soll ein prototypisches Verfahren entwickelt werden,
welches eine automatische Analyse einer Serverschrank-Bestückung per Foto ermöglicht
und somit eine Vereinfachungsmöglichkeit für das Problem der teuren und zeitaufwendigen
Dokumentationen derMEC-Serverschränke scha�t. Dieses Verfahren soll belegte und

1https://www.forschung-it-sicherheit-kommunikationssysteme.de/projekte/otb-5g
2https://www.highstreet-technologies.com/
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freie Steckplätze eines Serverschranks identi�zieren und die Gröÿe der darin montierten
Komponenten ermitteln. Aus diesen Informationen kann ein einheitlicher Serverzustand
bestimmt werden, der für die Planung von Netzwerkanpassungen notwendig ist.
Da die Problemstellung das Erkennen und Lokalisieren von Servertechnik in Bildern
impliziert, werden in dieser Arbeit aktuelle Objekterkennungsstrategien vorgestellt. Aus
den Erkenntnissen der Forschung der letzten Jahre geht hervor, dass auf Deep Learning
basierende Techniken die zuverlässigsten Ergebnisse bei der Objekterkennung erzielen.
Jene Verfahren werden in dieser Arbeit verglichen und gemäÿ der Zielstellung umgesetzt.
Da sich der Ausbau desMEC's zum Erstellungszeitpunkt der Arbeit in dessen Anfangs-
phase be�ndet, liegen für die Entwicklung eines aufDeep Learningbasierenden Verfahrens
nicht genügend Daten vor. Aus diesem Grund soll die Machbarkeitsanalyse anhand von
herkömmlichen Serverschränken ausgeführt werden. Eine erfolgreiche Umsetzung dieser
Problemstellung kann die Grundlage für die Anpassung eines Verfahrens fürMEC-Systeme
liefern.

Zielstellung der Arbeit

Wie aus der Einführung hervorgeht, soll durch diese Bachelorarbeit ein prototypisches
Verfahren entwickelt werden, welches eine automatische Auslastungsanalyse eines Server-
schranks (engl.Rack) per Foto ermöglicht. Dieses Verfahren ist dabei in die vonhighstreet
technologiesentwickelte Micro-TSS-App einzubinden und das Ergebnis der Analyse darin
zu visualisieren.
Die Analyse soll für jeden Steckplatz eines Racks dessen aktuelle Auslastung ermitteln,
demnach feststellen, ob ein Steckplatz durch eine Komponente belegt ist.
Gleichzeitig soll für belegte Steckplätze ermittelt werden, wie groÿ die darin verbauten
Komponenten sind, um somit Informationen über die Anzahl von freien und belegten
Steckplätzen eines Serverschranks zu erhalten. Dies impliziert, dass das Verfahren ebenfalls
die Gesamtanzahl von möglichen Steckplätzen in einem Serverschrank identi�zieren muss.
Damit eventuelle Anpassung und Veränderungen am Rack geplant werden können, sollen
die erkannten Komponenten und freien Steckplätze auÿerdem der exakten Steckplatzposi-
tion im Rack zugeordnet werden.
Da jene Analyse die Auslastung und Eigenschaften jedes Steckplatzes bestimmt, wird diese
in dieser Arbeit als �Steckplatzanalyse� bezeichnet.
Die Steckplatzanalyse muss dabei nicht in Echt-Zeit ablaufen, da der Nutzen der App
vorwiegend in der konsistenten und einheitlichen Datenerfassung liegt. Wichtig für den
Einsatz einer automatischen Steckplatzanalyse ist dessen Korrektheit und Genauigkeit.
Eine Analyse gilt als korrekt, wenn für jeden Steckplatz des Racks die richtige Auslastung
klassi�ziert wird und die ermittelten Gröÿen des Racks und seiner Komponenten mit den
tatsächlichen Gröÿen übereinstimmen.
Das entwickelte Verfahren ist abschlieÿend anhand von Real-Welt-Test-Szenarien zu eva-
luieren. Dabei sollen die Abweichungen der Analyse-Ergebnisse zu den tatsächlichen
Auslastungszuständen der Test-Szenarien bestimmt werden.
Ziel des durch die Arbeit entwickelten Prototyps ist, dass die Klassi�zierung in weni-
ger als 1% der Fälle einen falschen Auslastungszustand eines Steckplatzes voraussagt.
Ferner dürfen die prognostizierten Positionen sowie Komponenten- und Rackgröÿen durch-
schnittlich nicht mehr als 0.05 Einheiten vom tatsächlichen Ergebnis abweichen, da-
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mit die Verwendbarkeit der analysierten Steckplatzinformationen gewährleistet werden
kann.

Struktur der Arbeit

Der Aufbau der Arbeit richtet sich nach folgendem Schema: In Kapitel 2 wird eine wissen-
schaftliche Einordnung der gra�sch orientierten Aufgabe der Bachelorarbeit vorgenommen.
Zusätzlich werden darin die Grundlagen desDeep Learningsbeschrieben, welche für das
Verständnis der in dieser Arbeit verwendeten Objekterkennungs-Algorithmen vonnöten
ist. Anschlieÿend werden im Kapitel 3 die wichtigsten Objekterkennungs-Algorithmen
vorgestellt und miteinander verglichen.
In Kapitel 4 wird die Problemstellung der Arbeit detailliert untersucht und mittels der
Informationen aus den vorangegangenen Kapiteln eine umfangreiche Lösungsstrategie
de�niert. Im darau�olgenden Kapitel 5 wird die genaue Umsetzung jener Strategie be-
schrieben.
Darau�olgend wird in Kapitel 6 die Evaluierung der implementierten Lösungsstrategie
auf die Real-Welt-Test-Szenarien vorgenommen und dessen Ergebnisse hinsichtlich der
Zielstellung bewertet.
Abschlieÿend wird in Kapitel 7 eine Zusammenfassung der Ergebnisse dieser Arbeit
gegeben und gleichzeitig auf weitere Forschungs- und Verbesserungsmöglichkeiten hinge-
wiesen.
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2 Grundlagen und wissenschaftliche
Einordnung

Um die Lösungsstrategie für eine erfolgreiche Objekterkennung zu verstehen und wissen-
schaftlich einordnen zu können, werden in diesem Kapitel die entsprechenden Grundlagen
vorgestellt. Zu Beginn wird im Abschnitt 2.1 die Wissenschaft der Computer Vision be-
schrieben, die neben weiteren Anwendungsfeldern auch die Aufgabe der Objekterkennung
beinhaltet. Anschlieÿend wird das grundlegende Werkzeug dieser Arbeit vorgestellt, der
BereichDeep Learning(Abschnitt 2.2). Darau�olgend werden die wichtigsten Begri�e und
die Funktionsweise vonConvolutional Neural Networks(Abschnitt 2.3) erläutert, welche
für gra�sch basierte Deep-Learning-Aufgaben von Bedeutung sind. Damit Ergebnisse aus
vorherigen Arbeiten genutzt und die Entwicklungszeit verkürzt werden kann, wird in
Abschnitt 2.4 die Technik Transfer Learning, präsentiert.

2.1 Computer Vision

Computer Vision ist laut Priese [Pri15, S. V �] ein Themengebiet der Computervisualistik.
Es beschäftigt sich neben der reinen Erfassung und Verarbeitung von Bildern, mit dem
Problem diese maschinell zu analysieren und zu interpretieren.
Demnach ist die Aufgabe einer bildbasierten Steckplatzanalyse in dieses Themengebiet
einzuordnen.
Bevor die Aufgabe jedoch einer speziellen Bilderkennungsaufgabe aus derComputer Vision
zugeordnet werden kann, muss zunächst erläutert werden, wie digitale Informationen über-
haupt von Computern verarbeitet und dargestellt werden.

2.1.1 Das digitale Bild

In der Regel werden digitale Bilder als rechteckförmige Rasterbilder interpretiert und
sind somit als mathematische Matrix darstellbar. Eine Bildmatrix G" � # = ¹0<–=º mit
den Elementen0<–= in " Zeilen und # Spalten und den ganzzahligen Indizes< 2
f 1–2– • • • "g und = 2 f1–2– • • • #g enthält für jedes Indexpaar¹<– =º einen spezi�schen
Wert [Wer21, S. 10]. Dieser Wert gibt an, wie der jeweilige Bildpunkt (Pixel) dargestellt
wird.
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Schwarz-Weiÿ- und Grauwertbilder

Die Bildpunkte eines Binärbildes (auch als Schwarz-Weiÿ-Bild bezeichnet) bestehen entwe-
der aus dem Wert 0, für Schwarz, oder 1 für Weiÿ (siehe Abbildung 2.1a).
Die Pixel eines Grauwertbildes enthalten hingegen Zahlen ausf 0–1– • • • –255g (siehe Ab-
bildung 2.1b). Die jeweiligen Werte bestimmen dabei die Intensität oder Helligkeit des
Pixels. Ein Pixel mit dem Wert 0 wird somit schwarz und eines mit dem Wert 255 weiÿ
dargestellt. Aufgrund der 256 unterschiedlichen Helligkeitsstufen werden Grauwertbilder
auch als Graustufenbild bezeichnet [Wer21, S. 12].

(a) Binärbild (b) Grauwertbild

Abbildung 2.1: Beispiele für unterschiedliche Bildmatrizen der Dimension8 � 8

Farbbilder

Farbige Bilder verwenden im Grunde das gleiche Rasterbildsystem, wie Binär- oder Grau-
wertbilder. Der Unterschied ist, dass jeder Pixel aus mehreren Farbkomponenten besteht
und mittels additiver Farbmischung zu einem bestimmten Farbeindruck wird [Wer21, S. 14].
In den meisten Farbsystemen werden dafür drei Farbkomponenten in einem Zahlentripel
verwendet.
Eines der Relevantesten ist dasRGB-System, welches sich aus den Primärfarben Rot,
Grün und Blau zusammensetzt. Hierbei wird jedem Pixel ein ganzzahliges Zahlentripel (R,
G, B), standardmäÿig mit Werten zwischen 0 und 255, zugeordnet. Je höher der Wert,
desto stärker ist die jeweilige Farbintensität. Beispielsweise wird ein roter Bildpunkt als
(255, 0, 0) dargestellt und ein weiÿer als (255, 255, 255).
Werner nennt auÿerdem dasHSV-System als relevantes Farbsystem in der Bildverarbeitung
[Wer21, S. 14]. Dieses setzt sich aus den Werten Farbton� (engl. hue), Farbsättigung
( (engl. saturation) und Farbwert + (engl. value) zusammen. Je nach Vorhaben kann
zwischen diesen Farbsystemen gewechselt werden.
In dieser Arbeit wird, wenn nicht, näher beschrieben, dasRGB-Farbystem verwen-
det.

2.1.2 Operationen auf digitale Bilder

Da digitale Bilder als Rasterinformationen verarbeitet werden, lassen sich auch Matrix-
Rechenoperationen analog zu Abbildung 2.2 auf diese anwenden. Dabei ist primär die
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Abbildung 2.2: Das Ergebnis unterschiedlicher Matrix-Transformationen aus [Sze22, S.
33]

perspektivische Transformation (auchprojektive Transformation bezeichnet) [Sze22, S. 33
�] für diese Arbeit von Relevanz.
Das Ziel dieser Operation ist, Punkte aus der dreidimensionalen Welt auf die zweidimen-
sionale Bildebene abzubilden. Laut Tomaszewska [Tom13] lassen sich dadurch Längenin-
formationen aus einem Bild gewinnen, was hinsichtlich der Zielstellung der Arbeit von
Bedeutung ist.
Im Kapitel 12 des Buchs �Learning OpenCV 3� [ Kae16] wird im Abschnitt � A�ne and
Perspective Transformations�, das in dieser Arbeit verwendete Verfahren näher erläutert.

2.1.3 Die Teilaufgaben der Bilderkennung

Computer Vision beinhaltet das Lösen von unterschiedlichsten Problemen. Dazu gehören
auch Bilderkennungsaufgaben. Diese handeln vom Analysieren der Bildinhalte und haben
das Ziel, Objekte und Gegenstände zu identi�zieren.
Szeliski teilt die Bilderkennung in Instanzerkennung (engl.instance recognition) und
generische Objekterkennung (engl.generic object recognition) auf [Sze22, S. 276]. In beiden
Fällen sollen Objekte aus mehreren Blickwinkeln und trotz Überlagerungen erkannt werden.
Die Instanzerkennung beschäftigt sich mit dem Wiedererkennen von eindeutigen 2D- oder
3D-Objekten, wohingegen generische Objekterkennung, jegliche Instanzen einer bestimmten
Objektklasse aus�ndig macht.
Die Erkennungsaufgaben können wiederum in einzelne Untergruppen unterteilt werden.
Um, die im Verlauf der Arbeit beschriebenen Lösungstechniken in einen Kontext setzen zu
können, werden zunächst die bedeutsamsten Untergruppen der Bilderkennung erklärt und
in Abbildung 2.3 exemplarisch visualisiert.

Abbildung 2.3: Die Resultate unterschiedlicher Bilderkennungsaufgaben an einem Bei-
spielbild
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Image Classi�cation

Bei der Bildklassi�zierung (engl. image classi�cation) werden Bilder einer Kategorie
zugeordnet [Sze22, S. 278]. Die Klassi�zierungsalgorithmen erkennen vereinfacht formuliert,
worin das Hauptaugenmerk des Bildes liegt. Dem Bild aus Abbildung 2.3 könnte etwa die
Kategorie �Serverschrank� zugeordnet werden.

Object Detection

Die Objekterkennung (engl.object detection) hat das Ziel, unterschiedliche Objekte in
einem Bild zu lokalisieren und gleichzeitig zu klassi�zieren. Den wahrgenommenen Objek-
ten wird ein rechteckiger Begrenzungsrahmen (engl.bounding box) und ein Klassenname
(engl. label) zugeordnet [Sze22, S. 265]. Ersteres gibt Aufschluss über die Position und
Begrenzung des Gegenstandes, siehe Abbildung 2.3. Der Klassenname beinhaltet hingegen
den Typus des Objekts. Die Objekterkennung ist die für diese Arbeit relevante Unter-
gruppe, da es die Komponenten eines Serverschranks zu lokalisieren und zu klassi�zieren
gilt.

Segmentation

Im Gegensatz zu dem in der Objekterkennung verwendeten Begrenzungsrahmens, werden
die Gegenstände bei Segmentierungsaufgaben (engl.segmentation tasks), pixelgenau, von-
einander abgegrenzt [Sze22, S. 307]. Die Identi�zierung ist demnach deutlich präziser.
Szeliski nennt unterschiedliche Segmentierungsaufgaben, wiesemantic segmentation, instan-
ce segmentationund panoptic segmentation[Sze22, S. 307].

ˆ Bei der semantic segmentationwerden Objekte, die der gleichen Klasse angehö-
ren, zusammengefasst dargestellt. Es wird also nicht zwischen ihnen unterschieden,
erkennbar in Abbildung 2.3.

ˆ Die instance segmentationunterscheidet, im Gegensatz zu der semantic segmentation,
jedes Objekt voneinander. Auch wenn die Objekte der gleichen Klasse angehören.
(Abbildung 2.3)

ˆ Die panoptic segmentation ordnet jedem Pixel einen Klassennamen zu. Das bedeutet,
es werden neben Objekten auch irrelevante �Dinge�, wie Hintergrund oder Boden
erkannt. Wichtig ist, dass die erkannten Objekte auch in ihre einzelnen Instanzen
unterteilt werden. Vergleichbar mit der instance segmentation.

Eine solch pixelgenaue Abgrenzung von Objekten ist für diese Arbeit jedoch nicht zwingend
notwendig, da die rechteckigen Begrenzungsrahmen der Objekterkennung zur Positionsbe-
stimmung der Steckplätze ausreichen.
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2.2 Deep Learning

Nachdem im Abschnitt 2.1 die Computer Vision eingeleitet und bedeutende Aufgaben
vorgestellt worden, ist es unumgänglich dessen fundamentales Werkzeug,Deep Learning,
vorzustellen.
Goodfellow et al. [IYA16, S. 8] beschreibenDeep Learningals eine Art des maschinellen
Lernens und demnach laut Ertel [Ert16, S. 3] als einen Teilbereich der Künstlichen
Intelligenz.
Ertel de�niert Künstliche Intelligenz (KI) mittels eines Zitats nach Elaine Rich:
� Arti�cial Intelligence is the study of how to make computers do things at which, at the
moment, people are better.� [Ert16, S. 2]
Demnach erforscht der Bereich, wie sich die Fähigkeiten des Menschen durch Computer
imitierten lassen. Zu diesen Fähigkeiten zählt auch das adaptive Verhalten und somit die
Lernfähigkeit des Menschen, welche durch maschinelles Lernen imitiert werden soll.
Für das maschinelle Lernen bezieht sich Ertel auf ein Zitat von Tom Mitchell:
� Machine Learning is the study of computer algorithms that improve automatically through
experience.� [Ert16, S. 194].
Algorithmen des maschinellen Lernens (engl.machine learning) basieren demnach nicht
auf modellierten Lösungswegen und erlernen lediglich durch mehrfaches Wiederholen
und einem entsprechenden Gütekriterium des Versuchs, wie sie ihre Aufgabe anhand der
gegebenen Daten erfüllen können [Ert16, S. 194].
Es werden mehrere Strategien erforscht, um diese Fähigkeit zu erreichen. Für diese Arbeit
ist explizit das Erstellen und Verwenden von künstlichen neuronalen Netzen relevant.
Der Term Deep Learning, bezieht sich dabei nur auf besondere Aufbauvarianten solch
künstlicher neuronaler Netze.

2.2.1 Künstliche Neuronale Netze

Künstliche Neuronale Netze (KNNs) sind �informationsverarbeitende Systeme� [Kru15, S.
7] die sich an dem Aufbau von Gehirnen orientieren. Dabei liegt der Fokus speziell auf der
Funktionsweise des Nervensystems.
Grundlegend besteht das Nervensystem aus einer groÿen Anzahl von Neuronen, die auf eine
bestimmte Art miteinander verbunden sind. Durch diese Verbindung wird eine gerichtete
Informationsübertragung von Aktivierungssignalen ermöglicht. Sollten die übertragenen
Signale ausreichend erregende Impulse beinhalten und nicht durch hemmende Impulse
ausgeglichen werden, so aktiviert sich das Neuron und sendet Signale an die daran verbun-
denen Neuronen [Kru15, S. 7,13].
Es gibt zahlreiche Methoden, wie die Funktion eines Nervensystems nachempfunden werden
kann. Der bekannteste Ansatz stellt die Verwendung von mehrschichtigen Perzeptren (engl.
multilayer perceptrons(MLPs)) dar [Kru15, 43].
Solch einMLP kennzeichnet sich laut Kruse durch die Verwendung von Perzeptren, die
streng in einzelne Schichten angeordnet sind, aus [Kru15, S. 43]. Der Begri� Deep Learning
bezieht sich darauf, dass ein mehrschichtiges, also tiefesKNN, trainiert wird [ IYA16, S.
165].
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Abbildung 2.4: Eigene Darstellung eines einzelnen Perzeptrons nach [Kru15], mit den
EingabenG1 • • • G=, den jeweiligen GewichtenF1 • • • F= und der Ausgabe
H.

Perzeptron

Kruse et al. [Kru15, S. 13] de�nieren ein einzelnes Perzeptron (auch Schwellenwertelement
bezeichnet) als Verarbeitungseinheit für reelle Zahlen mit= SignaleingängenG1– • • • – G=
und einem SignalausgangH. Die Einheit selbst, enthält einen Schwellenwert\ und jedem
Eingang G8 wird ein individuelles GewichtF8 zugeordnet. Die AusgabeHerrechnet sich
aus der Aktivierungsfunktion
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(2.1)

Gra�sch lieÿe sich solch ein einzelnes Perzeptron, wie in Abbildung 2.4 darstellen.
Im Kontext des Nervensystems stellt das Perzeptron ein einzelnes Neuron mit seinen Ein-
und Ausgängen dar. Jenes wird aktiv, wenn es ausreichend erregende Impulse erhält. Das
Neuron gilt, gemäÿ der Aktivierungsfunktion aus Gleichung 2.1, als ausreichend erregt,
wenn die Summe des Produkts, der jeweiligen Eingangs- und Gewichtswerte, gröÿer oder
gleich dem Wert, Theta, des Schwellenwertelements ist.
Wenn ein bestimmter Eingang für das Neuron von groÿer Bedeutung ist, so bekommt das an-
gehörige Gewicht, einen höheren Wert zugewiesen. Das hat zur Folge, dass sich das Neuron
durch diesen Eingang leichter erregen lässt, da das erhöhte Produkt von Eingangswert und
Gewicht, zu einer schnelleren Schwellenwertüberschreitung beiträgt.

Mehrschichtige Perzeptren

Wie bereits angeführt, besteht der Aufbau einesMLP's aus mehreren Schichten, welche
eine individuelle Anzahl an Neuronen enthalten. Der Aufbau, der imMLP verwendeten
Neuronen ähneln dabei dem Aufbau eines einzelnen Perzeptrons. Der Unterschied ist hin-
gegen, dass diese auch andere Aktivierungsfunktionen, als die vorgestellte Stufenfunktion
(siehe Gleichung 2.1), verwenden können. [Kru15, S. 43]
Grundlegend beinhaltet einMLP eine Eingabe- und eine Ausgabeschicht. Zwischen diesen
be�nden sich entweder keine, eine oder mehrere versteckte Schichten (engl.hidden layers).
Die Neuronen einer jeweiligen Schicht sind immer mit allen Neuronen der darau�ol-
genden Schicht verbunden [Kru15, S. 43 �]. Dieser Aufbau wird auch als �vollständige
Vernetzung� (engl. fully connected) bezeichnet [Wer21, S. 354]. Aufgrund der festgelegten
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Verbindungsrichtung, die keine Schleifen oder rückwärtigen Verbindungen beinhaltet, ge-
hören MLPs zu den �vorwärtsbetriebenen Netzen� (engl.feed forward networks) [Kru15,
S. 35]. Der allgemeine Aufbau eines r-schichtigen Perzeptrons ist in Abbildung 2.4 erkenn-
bar.

G1

G2

•••

G=

•••

••• •••

. . .

. . .

••• •••

H1

H2

•••

H<

Abbildung 2.5: Eigene Darstellung eines allgemeinenA-schichtigen Perzeptrons nach
[Kru15]. Die blauen Knoten stellen die Neuronen der Eingabeschicht
und die Orangen, die Neuronen der Ausgabeschicht dar. Die grauen
Knoten gehören den Neuronen derA� 2 versteckten Schichten an.

2.2.2 Training

Damit neuronale Netze die Fähigkeit erhalten, komplexe Aufgaben zu lösen, müssen diese
trainiert werden. Dies bedeutet, dass anhand eines Lernverfahrens und eines Datensatzes,
die Gewichte und Schwellenwerte des KNN's angepasst werden.

Es gibt zahlreiche Lernverfahren, um einKNN auf eine Aufgabe zu trainieren. Jene lassen
sich laut Goodfellow et al. [IYA16, S. 102] grob in überwachte (engl.supervised) und
unüberwachte (engl.unsupervised) Verfahren kategorisieren.
Grundsätzlich lernen KNNs anhand eines groÿen Datensatzes, wobei die einzelnen Merk-
male (engl.features) jedes Elements betrachtet werden. Am Beispiel der Bilderkennung,
stellen diese Merkmale, normalerweise die Werte jedes einzelnen Pixels dar. [IYA16, S. 97]
Die Unterscheidung der Lernverfahren richtet sich dabei nach der Art des Datensatzes,
welchen die Algorithmen während ihres Trainingsprozesses verwenden.

Überwachte Lernverfahren

Bei Datensätzen für überwachte Lernverfahren enthalten die Elemente, einen für sie
zugewiesenen Klassenname (engl.label). DiesesLabel de�niert die gewünschte Ausgabe,
die das KNN für die jeweilige Eingabe liefern soll. [IYA16, S. 103].
Solche Lernverfahren werden für verschiedenste Aufgabentypen eingesetzt [IYA16, S.98
�]. Für diese Arbeit stehen überwachte Verfahren mit den Aufgaben, Klassi�kation und
Regression im Fokus.

ˆ Bei einer Klassi�kationsaufgabe ordnet der Algorithmus der Eingabe eine oder
mehrere Klassennamen aus einer festgelegten Auswahl zu. Diese Zuordnung wird
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häu�g durch einen Wahrscheinlichkeitsvektor dargestellt. Die Bildklassi�zierung aus
Abschnitt 2.1.3, gehört demnach solch Aufgabentyp an [IYA16, S. 98].

ˆ Algorithmen für Regressionsaufgabe prognostizieren eine numerische Vorhersage für
eine Eingabe [IYA16, S. 99]. Etwa können Modelle, die auf vorherige Wetterdaten
trainiert wurden, eine Wettervorhersage für ein ausgewähltes Datum tre�en [HWX14].

Unüberwachte Lernverfahren

Datensätze für unüberwachte Lernverfahren enthalten hingegen keine Label. Dadurch
können solche Algorithmen nur mittels der Merkmale, bestimmte Eigenschaften, Abläufe
und Strukturen im Datensatz erkennen [IYA16, S. 103].
Unüberwachte Lernverfahren �nden z. B. bei einigen Segmentierungsalgorithmen Anwen-
dung [Sze22, S. 205].

Ablauf des Trainings mit überwachten Lernverfahren

Da in dieser Arbeit überwachte Lernverfahren zum Einsatz kommen, wird folglich eine
grobe Grundlage gegeben, wie eine Anpassung der Gewichts- und Schwellenwerte, anhand
eines überwachten Lernverfahrens, ausgeführt werden kann.

Bei solch einem Training werden die gegenwärtigen Ausgabewerte desKNN's, für die
Datensatzelemente, in mehreren Epochen mit den Werten der jeweiligen Labels verglichen.
Dabei soll der Fehler zwischen Ausgabe undLabel minimiert werden. Demnach beschreibt
das Training ein Optimierungsproblem. Jenes können KNNs unter anderem mithilfe des
Gradientenabstiegsverfahrens lösen [Kru15, S.58]. Bei diesem Verfahren, wird der Gradi-
ent einer festgelegten Fehlerfunktion, für die aktuelle Ausgabe aller Datensatzelemente
berechnet [Sze22, S. 223,226]. Anhand des Datensatzes wird dann entschieden, in welche
Richtung die aktuellen Gewichts- und Schwellenwerte angepasst werden müssen, um den
errechneten Fehler zu minimieren [Kru15, S. 58 �]. Wie stark diese Anpassung vorgenom-
men wird, hängt von einer festgelegten Lernrate ab [Kru15, S.24]. Ein Verfahren, das
solche Änderungen, Schicht für Schicht berechnet, ist das der Fehler-Rückübertragung
(engl. backpropagation) [Kru15, S. 62].
Dieser Vorgang wird so lange wiederholt, bis ein festgelegtes Abbruchkriterium erreicht
wird.

Da es sehr resourcenlastig ist, die Anpassung basierend auf den Ausgaben aller Datensatz-
elemente auszuführen, ist es hilfreich, eine Epoche in einzelne Iterationen zu unterteilen
[Ket17, S. 116]. Die Änderungen an den Gewichts- und Schwellenwerten, werden dadurch
bereits nach jeder Iteration, also einer kleineren Anzahl von Vergleichen, ausgeführt.
Der stochastische Gradientenabstieg (engl.stochastic gradient descent(SGD)) ist ein
derartiges Optimierungsverfahren [Ket17, S. 113], das solch eine Unterteilung vornimmt.
Hierbei wird der Gradient der Fehlerfunktion, anhand einer Teilmenge des Datensatzes
berechnet. Diese Teilmenge kann aus einem oder mehreren, zufällig ausgewählten, Trai-
ningsbeispielen bestehen. Beinhaltet diese Teilmenge mehrere Elemente, wird sie von Hardt
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et al. [HRS16] als mini batch bezeichnet. Die Gröÿe desmini batch de�nieren sie dabei als
mini batchsize.

2.2.3 Hyperparameter

Der Ablauf und das Ergebnis des Trainings hängen von vorher festgelegten Hyperpara-
metern ab [IYA16, S. 118], welche zum Teil bereits in den vorangegangenen Abschnitten
erwähnt wurden.
Jene Parameter werden durch das Training nicht angelernt oder verändert und sind auch
nicht Teil des fertigen Modells. Sie werden lediglich zum Erreichen des fertigen Modells
genutzt.
Beispielsweise stellen die folgenden Werte Hyperparameter dar:

ˆ Die Anzahl der versteckten Schichten, die im KNN enthalten sein sollen.

ˆ Die Wahl des Optimierungsverfahrens, z. B. Gradientenabstieg oder SGD.

ˆ Die ausgewählte Lernrate beim Optimierungsverfahren.

ˆ mini batchsize

Aktivierungsfunktionen

Neben der Sprungfunktion Gleichung 2.1, werden überwiegend andere Aktivierungsfunk-
tionen gewählt [Kru15, S. 44]. Insbesondere nicht lineare Funktionen sind für die Berech-
nungsfähigkeit eines KNN's von Vorteil.
Ein MLP, das nur lineare Aktivierungsfunktionen verwendet, lieÿe sich laut Kruse et
al. [Kru15, S. 47 �] immer auf ein zweischichtigesMLP reduzieren. Dadurch ist die Be-
rechnungsfähigkeit begrenzt und es sollten nicht lineare Funktionen, für das Lösen von
komplexen Aufgaben verwendet werden [Kru15, S. 49]. Die Auswahl der Aktivierungsfunk-
tionen beschreibt einen weiteren Hyperparameter.

In den aktuellen Modellen gehört dieRecti�ed Linear Unit (ReLU) -Funktion, zu einer
der meistgenutzten Aktivierungsfunktionen [Sze22, S. 217]. Mathematisch wird diese in
Gleichung 2.2 [Ket17, S. 30] beschrieben. Dessen gra�sche Darstellung ist in Abbildung 2.6a
zu erkennen. DieReLU-Funktion wird neben weiteren Aktivierungsfunktionen, auch von
den in dieser Arbeit eingesetzten KNNs verwendet.

5¹Gº = <0G¹0– Gº (2.2)

Bei Klassi�kationsaufgaben enthält die Ausgabeschicht häu�g eine gesonderte Aktivie-
rungsfunktion, um das Ergebnis als Wahrscheinlichkeitsvektor darzustellen.
Für binäre Klassi�kationsaufgaben wird dafür meist ein einzelnes Neuron mit einer
Sigmoid-Funktion (Gleichung 2.3) verwendet [Ket17, S.28].
Die Ausgabe eines solchen Neurons liefert einenKon�denz-Wert (engl. Con�dence-Sco-
re) zwischen 0 und 1, erkennbar in der Abbildung 2.6b. JenerKon�denz-Wert gibt
die Zugehörigkeitswahrscheinlichkeit der Eingabe, für eine der beiden Klassen 0 und
1 an.
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Abbildung 2.6: Plot der Aktivierungsfunktionen Sigmoid undReLU

5¹Gº =
1

1 ¸ 4� G (2.3)

Für eine mehrklassige Di�erenzierung wird typischerweise dieSoftmax-Schicht als
Ausgabe genutzt. Jene erhält die Ergebnisse aller Neuronen der vorherigen Schicht
und normalisiert die Werte, sodass die Summe aller Ausgänge der Neuronen 1 be-
trägt (siehe Gleichung 2.4 [Wer21, S. 356]). Jedes Neuron der Ausgabeschicht gibt
demnach einen normalisiertenKon�denz-Wert für eine bestimmte Klasse an [Ket17, S.
29].

5¹I 8º =
4I 8

#Í

==1
4I =

– (2.4)

5¹I 8º de�niert die Ausgabe des8-ten Neurons mit der EingabeI 8. # ist die Menge aller in
der Softmax-Schichtenthaltenen Neuronen [Wer21, S. 356].

Fehlerfunktionen

Damit der Gradient und die entsprechende Schrittrichtung beim Training berechnet werden
kann, benötigt es eine Funktion, die den Fehler der Ausgaben bestimmt. Die Wahl der
Fehlerfunktion (engl. loss function) stellt ebenfalls einen Hyperparameter dar. Anschlieÿend
sind zwei grundlegende Fehlerfunktionen für Klassi�kationsaufgaben aus [Ket17, S. 24 �]
dargestellt.
Je nach Literatur wird die Fehlerfunktion, je nach Aufgabe auch mitobjective function, oder
Kostenfunktion engl. cost functionbeschrieben [IYA16, S. 80]. In dieser Arbeit wird diese
Unterteilung jedoch nicht vorgenommen, weswegen einheitlich der Term Fehlerfunktion
für jene Funktion verwendet wird.

Binary Cross Entropy Die Fehlerwerte für binäre Klassi�kationsprobleme werden in der
Regel mit der binären Kreuzentropie (engl.Binary Cross Entropy) �� � aus Gleichung 2.5
[Ket17, S. 24 �] bestimmt. Solch binäres Klassi�kationsmodell könnte etwa die Aufgabe ha-
ben, Hunde und Katzen auf Bildern voneinander zu di�erenzieren. Bei der Problemstellung,
ob ein Bild einen Hund enthält, würde das Modell, mit einer Sigmoid-Aktivierungsfunktion
in der Ausgabeschicht, einen Wert zwischen 0 und 1 liefern. Dieser Wert gibt an, wie
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wahrscheinlich es ist, dass das Eingabebild einen Hund enthält.
Die binary cross entropymisst den Fehler der Zuordnungswahrscheinlichkeit und liefert
vorwiegend bei falschen Zuordnungen mit einem hohenKon�denz-Wert groÿe Fehlerwer-
te.

�� � = �
=Õ

8=1

H8log¹ 5¹G8– \ºº ¸ ¹ 1 � H8º log¹1 � 5¹G8– \ºº– (2.5)

wobei = die Anzahl der Datensatzelemente undG8 ein entsprechendes Datensatzelement
darstellt. 5¹G8– \º beschreibt denKon�denz-Wert des erstellten Modells auf die EingabeG8,
basierend auf\ , als dessen gegenwärtige Parameter (Gewichts- und Schwellenwerte).H8 de-
�niert die gewünschte Ausgabe oder dasLabel, für das8-te Datensatzelement ausH2 f 0–1g.

Cross Entropy Die Kreuzentropie�� lässt sich nicht nur für binäre Ausgaben berechnen,
sondern auch für Klassi�kationsaufgaben mit mehreren Klassen, siehe Gleichung 2.6
[Ket17, S. 25 �]. Dabei wird anstatt der Sigmoid-Aktivierungsfunktion dieSoftmax-Schicht
verwendet.

� � = �
=Õ

8=1

H8log 5¹G8– \º– (2.6)

in dem Fall gilt H2 f0–1– • • • – :g, mit : als Anzahl der zu identi�zierenden Klassen.

2.2.4 Generalisierung

Das Ziel der Steckplatzanalyse-App ist es, neben den im Datensatz vorhanden Racks, auch
die Bestückung anderer Racks zu erkennen. Dafür muss dasKNN lernen zu �generalisie-
ren�.
Die Generalisierung thematisiert demnach, die Fähigkeit des Modells, unbekannte Daten
zu erkennen [Ket17, S. 9 �].
Um die Generalisierung des Modells zu überprüfen, sollte der Datensatz in Trainings-,
Vaidierungs- und Testdaten (engl.train, validation, test) aufgeteilt werden [Ket17, S. 219 �].
Diese Aufteilung �ndet bereits vor dem Training desKNN's statt.

ˆ Der Trainingsdatensatz beinhaltet die Daten, auf denen dasKNN tatsächlich trainiert
wird. Die Gewichtsanpassungen werden demnach basierend auf diesem Datensatz
vorgenommen.

ˆ Der Validierungsdatensatz wird genutzt, um das Modell auf Daten zu testen, die
nicht im Trainingsdatensatz enthalten sind. Das erlaubt das direkte Evaluieren des
Modells und hilft bei der Bewertung von Hyperparameterveränderungen.

ˆ Mithilfe des Testdatensatzes, soll ebenfalls gemessen werden, wie dasKNN auf
ungesehene Daten reagiert. Der Unterschied zum Validierungsdatensatz ist jedoch,
dass jener Datensatz erst verwendet wird, wenn das Modell auf die Trainings- und
Validierungsdaten eine zufriedenstellende Leistung erreicht. Mittels dieser Testda-
ten soll verhindert werden, dass die Entwickelnden durch die bearbeiteten Daten
beein�usst werden und dementsprechende Veränderung am KNN vornehmen.
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Over�tting und Under�tting

Durch die Gegenüberstellung der Leistung desKNN's, auf die Trainings- und Validie-
rungsdaten, wird deutlich, welche Techniken angewendet werden können, um eine bessere
Generalisierung zu erreichen.
Das Ziel des Netzes soll sein, dass sich die Performance auf die Validierungsdaten kaum
von der Performance auf die Trainingsdaten unterscheidet und dabei gleichzeitig einen
gewissen Qualitätswert überschreitet.
Wird dies nicht erreicht, lässt sich der Vergleich auf zwei Muster überprüfen.
Arbeitet das Netz mit den Trainingsdaten erheblich besser, als mit den Validierungsdaten,
ist ein Übertraining (engl. over�tting ) zu erkennen.
Dieses entsteht, wenn sich dasKNN zu sehr an den Trainingsdatensatz anpasst [Kru15, S.
77].
Unterscheiden sich die Validierungs- und Testergebnisse hingegen kaum und erreichen
dabei keine gute Performance, so lässt sich einUntertraining (engl. under�tting ) erkennen
[Ket17, S. 220].

2.2.5 Evaluierung eines Deep Learning Verfahrens

Nachdem die Fundamente desDeep Learningsdargestellt wurden, ist es notwendig, dessen
Mess- und Bewertbarkeit zu beschreiben.
Damit ermittelt werden kann, ob eine Aufgabe als erfüllt gilt, lässt sich einKNN mittels
unterschiedlichster Metriken bewerten [Ket17, S. 215].
Im Folgenden werden Bewertungsstrategien für Objekterkennungsaufgaben aus [PNd20]
vorgestellt, welche für diese Arbeit besonders von Bedeutung sind.

Prämissen der Metrikde�nierung

Um die für die Objekterkennung meist genutzten Bewertungstechniken verständlich erklä-
ren zu können, de�nieren Padilla et al. zunächst die folgenden Prämissen [PNd20].

ˆ True positive (TP) beschreibt die Menge richtig erkannter Begrenzungsrahmen.

ˆ False positive(FP) bezieht sich auf die Erkennungen eines nicht existierenden Objekts
oder auf eine nicht ausreichend genaue Begrenzungen.

ˆ False negative(FN) kennzeichnet Objekte, welche nicht erkannt wurden.

ˆ True negative (TN) de�niert einen Begrenzungsrahmen, der korrekterweise nicht
erkannt wurde.1

Für diese De�nitionen muss festgelegt werden, was als richtig erkannter Begrenzungsrahmen
gilt. Dafür wird häu�g der Intersection over Union (IoU)-Wert verwendet.

1Findet in der Objekterkennung keine Anwendung, da sich in einem Bild unendlich viele Begrenzungen
erstellen lassen, die nicht erkannt werden sollen
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Abbildung 2.7: Eigene Darstellung einer IoU Berechnung nach [PNd20].

Sei � ? der vom KNN erkannte Begrenzungsrahmen und� 6Cder gewünschte (ground-truth)
Rahmen, so berechnet sich der IoU-Wert wie folgt:

�>* =
area¹� ? \ � 6Cº
area¹� ? [ � 6Cº

(2.7)

area beschreibt hierbei den Flächeninhalt der jeweiligen Begrenzungsrahmen.
Übersteigt der IoU-Wert einen vorher de�nierten Schwellenwert, so gilt das Objekt als
richtig erkannt [PNd20]. Ein gra�sches Beispiel für solch eineIoU-Berechnung ist in
Abbildung 2.7 dargestellt.

Qualitätsmetriken

Mittels dieser De�nitionen lassen sich die MetrikenPrecision %und Recall ' beschreiben,
welche in der Objekterkennung mehrfach Anwendung �nden [PNd20].

%=
)%

)% ¸ �%
(2.8) ' =

)%
)% ¸ �#

(2.9)

Precision bezeichnet den Prozentsatz, wie viele der erkannten Objekte wirklich relevant
sind. Recall bezieht sich hingegen darauf, wie viele von den zu erkennenden Objekte
letztlich identi�ziert wurden.
Basierend auf allen, im Validierungsdatensatz erkannten Objekten einer Klasse, lässt sich
die Korrespondenz vonPrecision und Recall für verschiedeneKon�denz-Werte in einem
Precision-Recall-Diagrammvisualisieren.
Ein gutes KNN zeichnet sich dabei durch hoch bleibenderPrecision bei steigendenRe-
call-Werten aus. Kurzum bedeutet das, dass bei absteigendenKon�denz-Werten und
gleichbleibendemIoU-Schwellenwert keine Erhöhung derFP-Erkennungen ausgelöst wer-
den soll.
Demnach kann sich die Qualität des Algorithmus mittels des Flächeninhalts unter der
Precision-Recall-Kurvefür einen IoU-Schwellenwert de�nieren lassen. Die entsprechende
Metrik wird als Average Precision�% bezeichnet.
Aufgrund des häu�g auftretenden �Zickzackverhaltens� derPrecision-Recall-Kurve, ist
eine genaue Flächeninhaltsberechnung nur schwer ausführbar. Weshalb unterschiedliche
Interpolationsverfahren angewendet werden, um das �Zickzackverhalten� zu entfernen.
Eines davon ist die11-point Interpolation, siehe Gleichung 2.10 und Gleichung 2.11. Hierfür
wird der Durchschnitt aus den maximalen Präzisionswerten zugehörig aus 11 gleichmäÿig
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verteilten Recall-Werten f 0–0•1– • • • –1g gebildet.

�%11 =
1
11

Õ

' 2f 0–0•1–•••–1g

%interp ¹ ' º (2.10)

%interp ¹ ' º = max
~' : ~' � '

%¹ ~' º (2.11)

Anstatt den zum Recall gehörigenPrecison-Wert, für die Durchschnittsberechnung zu
verwenden, wird mit dem interpolierten Wert aus%interp gearbeitet. Dieser entspricht dem
maximal auftretendenPecision-Wert höherer Recall-Werte.
Eine genauere Methode stellt das Interpolieren über alleRecall-Werte dar [PNd20]. Siehe
Gleichung 2.12 und Gleichung 2.13.

�%0;; =
Õ

=

¹ ' =¸ 1 � ' =º%interp ¹ ' =¸ 1º (2.12)

%interp ¹ ' =¸ 1º = max
~' : ~' � ' =¸ 1

%¹ ~' º (2.13)

Hierbei entsteht derAverage Precision(AP)-Wert aus den interpoliertenPrecision-Werten
aller Recall-Werte.
Die genannten Metriken beziehen sich nur auf die Qualitätsbewertung einer zu erkennenden
Objektklasse.
Damit die Bewertung jedoch, alle im Datensatz vorhandenen Klassen einbezieht, wird die
mean Average Precision(mAP)-Metrik verwendet.
Jene beschreibt den Durchschnitt derAP-Werte jeder im Datensatz enthaltenen Klasse.
Die mAP ist beschrieben als

mAP =
1
#

#Õ

8=1

�%8– (2.14)

wobei �%8, die AP der 8-ten Klasse, aller# im Datensatz enthaltenden Klassen beschreibt.

Je nach gewähltemIoU-Schwellenwert undAP-Interpolierungsverfahren entstehen unter-
schiedliche Ergebnisse für dieAP- und mAP-Metriken. Deshalb sollte laut Padilla et al.
festgehalten werden, mit welcher Technik gearbeitet wird, um eine Vergleichbarkeit zu
garantieren [PNd20].
In dieser Arbeit bezieht sich diemAP standardmäÿig auf einenIoU-Schwellenwert von
0•5 mit dem �%0;;-Interpolierungsverfahren. Das hat den Grund, dass die in dieser Arbeit
vorgestellten Objekterkennungsalgorithmen, sich häu�g auf die im Unterabschnitt 3.1.1
beschriebenePASCAL Visual Object Class Challengebeziehen. Jene verwendet für die
Evaluierung einemAP basierend auf demIoU-Schwellenwert von0•5 und benutzt seit
2010 das�%0;;-Interpolierungsverfahren [EvW̧ 10, S. 314].
Bei der Umsetzung des Konzepts der Arbeit wird sich hingegen auch auf diemAP@0.5:0.95
bezogen. Diese Metrik wird in der im Verlauf der Arbeit vorgestelltenCommon Objects
in Context Objekterkennungs-Challenge zur Evaluierung verwendet. Nach Padilla et al.
[PNd20] bezieht diese Metrik zehnmAP-Werte basierend auf denIoU-Schwellenwerten
von 0•5 bis 0•95 in einer Schrittweite von 0•5 mit ein und berechnet sich demnach durch
Gleichung 2.15.
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<�% @0•5:0•95 =
<�% 0•5 ¸ < �% 0•55 ¸ • • •̧ < �% 0•95

10
(2.15)

2.3 Convolutional Neural Networks

Für das Deep Learningmittels gra�scher oder generell, rasterartig aufgebauten Daten,
werdenConvolutional Neural Networks(CNNs) präferiert [IYA16, S. 326 �].
Es wäre in der Theorie zwar auch möglich, MLPs oder andere Netzstrukturen für solche
Aufgaben zu verwenden, jedoch würde daraus ein hoher Berechnungsaufwand resultieren,
da aufgrund der Vollverbundenheit der MLPs, jedes im Datum enthaltene Pixel, durch
jedes einzelne Neuron übertragen werden müsste.
Ein weiteres Problem desMLP's ist, dass die Rasterinformationen in einen eindimensiona-
len Vektor umgewandelt werden müssen. Dadurch gehen räumliche Informationen verloren.
Resultierend daraus benötigt einMLP für jede Positionsänderung, der zu erkennenden
Objekte im Bild, einzelne Gewichte und Schwellenwerte. Das erschwert nicht nur das
Training, sondern auch die Datensatzerstellung [Wer21, S. 412 �].
Um den Problemen entgegenzuwirken, kommt die andersartige Netzstruktur der CNNs
zum Einsatz, dessen Ansatz der Bildsignalverarbeitung des menschlichen Gehirns ähnelt
[Wer21, IYA16, S.413 �, 358 �].
Vereinfacht ausgedrückt erkennt das Gehirn zunächst, Kanten, Ecken oder andere einfache
Strukturen in den Bildsignalen. Daraufhin werden Merkmale auf Basis der erkannten
Strukturen identi�ziert. Diese Merkmale werden anschlieÿend bekannten Objekten zuge-
ordnet.
Solch schritt-basierte Vorgehen wird in den CNNs umgesetzt.

2.3.1 Funktionsweise

Laut Goodfellow et al. [IYA16, S.332] werden in einemCNN sparse interactions, anstatt
der vollständigen Vernetzungverwendet. Dadurch sinkt der Berechnungsaufwand erheblich,
denn sparse interactionssorgen dafür, dass die Neuronen einer Schicht, nur mit einem Teil
der Neuronen der nächsten Schicht verbunden sind.
Das impliziert wiederum, dass tiefere Schichten mehr Verbindungen zu den ursprünglichen
Neuronen der Eingabeschicht aufweisen, ähnlich wie bei einer Baumstruktur, in welcher
die Wurzel über mehrere Äste eine Verbindung zu den einzelnen Blättern besitzt. Diese
�Sichtweite�, also die Anzahl an verbundenen Neuronen der Eingabeschicht, wird auch als
rezeptives Feld(engl. receptive �eld) bezeichnet.
Damit ein Objekt an unterschiedlichen Positionen im Bild wiedererkannt werden kann,
adaptiert ein CNN, anhand der im Unterabschnitt 2.3.2 vorgestellten Kreuzkorrelation,
die einzelnen Verarbeitungsschritte des Gehirns.
Das bedeutet, dass in den ersten Schichten zunächst Kanten und Ecken im Bild erfasst
werden, welche in tieferen Schichten komplexen Merkmalen zugeordnet werden.
Die Kreuzkorrelation wird mittels Parameter Sharing[IYA16, S. 331�], auf mehrere Teile
der Eingabedaten angewandt, wodurch ein CNN die Eigenschaft derTranslation Equiva-
riance erhält.
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Jene Eigenschaft besagt, dass bei einer Verschiebung der Eingabe, sich auch die Ausgabe
in der gleichen Art und Weise verändert [IYA16, S. 334], was demCNN, eine positionsun-
abhängige Objekterkennung ermöglicht.

2.3.2 Faltung, Kreuzkorrelation

Im Machine-Learning-Bereich wird die Kreuzkorrelation auch als Faltung (engl.con-
volution) bezeichnet, wenngleich es einen minimalen Unterschied zwischen einer Fal-
tungsoperation2 und einer Kreuzkorrelation gibt [IYA16, S. 329]. Da diese Arbeit im
Machine-Learning-Bereich einzuordnen ist, wird im Folgenden auch der Begri� Faltung,
für jene Operation verwendet.
Ein CNN zeichnet sich generell durch die Anwendung von Faltungsoperationen in minde-
stens einer seiner Schichten aus.
Die im Machine-Learning angewendete Faltungsoperation auf zweidimensionale Bilder,
lässt sich mittels eines Filters (engl.kernel)  und dem Eingabebild� , ausführen.
Das Ergebnis der Faltung gibt an, wie sehr die Eingabedaten dem Filter, an der entspre-
chenden Position ähneln.
Solch Filter könnte z. B. das Gauÿ-Filter3 sein, welcher in der Bildbearbeitung als Weich-
zeichner genutzt wird.

( ¹8– 9º = ¹ � � º ¹8– 9º =
Õ

<

Õ

=

� ¹8¸ <– 9̧ =º ¹<– =º (2.16)

Das Filter ist in einer Matrixform darstellbar und �gleitet� [ Wer21, S. 93] über die einzel-
nen Rasterelemente, des Eingabebildes.
Dabei wird die Gleichung 2.16 [IYA16, S. 329] für jedes im Ausgabe-Bild( enthaltene
Pixel angewendet.
Das bedeutet, das Rasterelement, mit den Indizes8– 9, wird mittels der Summe aus der
Multiplikation jeder Spalte und Zeile desKernels mit den entsprechenden Pixeln des Ein-
gabebildes berechnet (Skalarprodukt). Die beim �Gleiten� ausgeführte Schrittweite (engl.
stride) stellt, genau wie die Dimension des Filters, einen veränderbaren Hyperparameter
dar und hat einen Ein�uss auf das Ergebnis der Faltung.
Aufgrund der im Ausgabebild hervorgehobenen Merkmale wird dieses auch als Merkmals-
karte (engl. feature map) bezeichnet [IYA16, S. 328].

Bei einervalid convolution wird das Filter nur auf die im Eingabebild korrespondierenden
Pixel ausgeführt. Das resultiert, je nachstride und Dimension des Kernels, in einem Aus-
gabebild mit weniger Pixeln als im Eingabebild [Mic19, S. 10]. Sollten sehr viele Faltungen
mit einem groÿenKernel hintereinander ausgeführt werden, würden diefeature mapszu
klein werden, weshalb die TechnikPadding zum Einsatz kommt.
Diese fügt dem Eingabebild, basierend auf der benötigten Faltungsstrategie, Pixel an den
Rändern hinzu. So existiert neben dervalid convolution, beispielsweise auch diesame
convolution, welche der Eingabe ausreichend Pixel hinzufügt, sodass die Dimension des

2Bei der tatsächlichen Faltung, wird das Filter  , aus Gleichung 2.16 spiegelverkehrt ausgewertet [Mic19,
S. 10].

3Siehe [Wer21, S. 116]
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G0 = 256�
G� G<8=

G<0G � G<8=
(2.17)

Abbildung 2.8: Valid Convolution mittels eines3G3 Filters  und einemstride von 1,
am Beispiel eines6G6 Eingabebildes� .

Eingabebildes der Dimension des Ausgabebildes entspricht. Häu�g wird den hinzugefügten
Pixeln der Wert 0 zugewiesen, jenes bezeichnet einzero padding[IYA16, S. 343].
In Abbildung 2.8 ist eine Beispielberechnung einervalid convolution vorgeführt. Im Aus-
gabebild ( ist zu erkennen, wie das Filter die Kanten der Eingabe hervorhebt, indem
jeweils der zentrale Bereich des Filters als Verstärkung und dessen umliegende Bereiche als
Dämpfung des Ausgabewerts dienen. Dabei liegt das unterste, weitest rechts positionierte
Rasterelement, mit dem Wert 120, aufgrund des nicht vorhandenenPaddings nie im
Zentrum des Kernels und ist somit nicht in der Merkmalskarte erkennbar.
Des Weiteren enthält die Ausgabe Rasterelemente mit Werten über- und unterhalb der
256 möglichen Helligkeitswerte eines Grauwertbildes. Die dargestellten Helligkeitsstufen
des Rasters entsprechen demnach nicht den darin enthaltenen Werten, sondern den durch
Gleichung 2.17 berechneten normalisierten Werten.
Für ein CNN ist so eine Normalisierung nicht notwendig, da keine Visualisierung statt�n-
det.
Wenn die Eingabe desCNN's mehrere Kanäle enthält, wie bei Bildern im RGB-Farbsystem,
so wird die Faltung auf jedem Kanal separat mit eigenen Gewichten ausgeführt und dessen
Ergebnis mit denen der anderen Kanäle aufsummiert [Ket17, S. 74].

2.3.3 Convolutional Layer

Durch die Faltung lassen sich folglich Kanten, Muster und Merkmale in einem Bild hervor-
heben.
Das erlaubt demCNN basierend auf den Ergebnissen der Filtermasken zu arbeiten. Anstatt
jedem Pixel ein Gewicht zuzuordnen, werden in einer Faltungs-Schicht (engl.Convolutional
Layer) einesCNN's mehrere Filter einer festgelegten Gröÿe erlernt. Das impliziert wie-
derum, dass in einemConvolutional Layer4 die jeweiligen Filtermasken trainiert werden.
Demnach erlernt dasCNN, welche feature mapsfür die Erkennung eines bestimmten
Objekts von groÿer Relevanz sind und passt die Filter dementsprechend an.
Ein typischesConvolutional Layer lässt sich laut Goodfellow et al. [IYA16, S. 335 �] in
drei Stufen aufteilen.

4Das Convolutional Layer ist eine Schicht einesKNN 's, welche Faltungsoperationen anstatt normaler
Gewicht und Schwellenwertberechnungen ausführt. [Mic19, S. 10]
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Abbildung 2.9: Max-Pooling mit einem 2G2 Filter und stride von 2, am Beispiel des
Ausgabebildes( aus Abbildung 2.8. Die Anpassung der Helligkeitswerte
hat erneut durch die Gleichung 2.17 stattgefunden.

In der Ersten führt die Schicht die entsprechenden Faltungen durch. Im Anschluss werden
die Ausgaben mittels einer nicht linearen Aktivierungsfunktion, wie derReLU-Funktion,
detektiert. Goodfellow et al. bezeichnen diese Stufe alsdetector stage. Abschlieÿend wird
einePoolingfunktion angewendet, um die Ausgabe der Schicht weiter zu verändern.

2.3.4 Pooling

Eine Poolingfunktion verändert die Ausgabe an einer gewissen Position, basierend auf
einer statistischen Zusammenfassung naheliegender Werte [IYA16, S. 335].
Dadurch wird die Ausgabe herunterskaliert und deren relevanten Strukturen gehen nicht
verloren, weswegen in einigen Quellen der Begri�Subsamplingfür das Pooling verwendet
wird [Ket17, S.71]. Daraus ergibt sich zum einen der Vorteil, dass sich die Berechnungs-
komplexität des Netzes reduziert und zum anderen eine verbesserte Approximation einer
Translationsinvarianz erreicht wird [IYA16, S. 336 �.].
Solch Translationsinvarianz bedeutet, dass auch bei leicht veränderten Eingaben mittels
einer Translation, die Ausgabe derPoolingfunktion, unverändert bleibt. Goodfellow et al.
[IYA16, S. 336] beschreiben diese Eigenschaft als hilfreich, wenn das Vorhandensein eines
Merkmals bedeutsamer ist, als dessen Position.
Max-Pooling stellt neben anderen Funktionen, wieAverage-Poolingoder ! 2-Pooling, solch
einePoolingfunktion dar [IYA16, S. 335]. Jene bezieht sich auf die maximalen Werte recht-
eckiger Teilbereiche des Ausgabebildes, siehe Abbildung 2.9.

2.3.5 Bedeutende CNN-Architekturen

LeNet-5

Lecun et al. [LBBH98] entwickelten, mit dem in Abbildung 2.10 dargestelltenKNN, eines
der ersten erfolgreichenCNN's, welches der automatischen Zeichenerkennung (engl.optical
character recognition) dient.
Dieses Beispiel zeigt, dass einCNN mit dem Aufbau eines vollverbundenen, klassischen
MLP's gekoppelt werden kann. So werden bei der Bilderkennung dieConvolutional Layer
für die Erkennung der Merkmale eines Bildes verwendet und die klassischen Neuronen
eines MLP's zur Klassi�zierung dieser genutzt.
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Abbildung 2.10: Architektur des LeNet-5 aus [LBBH98]

ResNet

Für die Bilderkennung sind primär die von He et al. publiziertenDeep Residual Net-
works(ResNet) [HZRS16] von Bedeutung. Diese werden auch bei der Entwicklung von
Objekterkennungsalgorithmen benutzt, worauf in Kapitel 3 detaillierter eingegangen wird.
Grundlegend zeichnet sichResNetdurch den Einsatz vonresidual blocksaus. Diese leiten
die Aktivierungen eines Neurons einer Schicht, im Gegensatz zu den reinenfeed forward
networks, nicht nur an die Neuronen der nächsten Schicht, sondern auch an Neuronen in
tieferen Schichten weiter. Solch einresidual blockist in Abbildung 2.11 visualisiert.
Diese Weiterleitung stellt eine Lösung desvanishing-gradient-problems5 dar und erleichtert
dadurch das Training von tiefen KNNs.

Abbildung 2.11: Visualisierung eines Beispiel-residual blocksaus [HZRS16]

WideResNet

Wide Residual Networks[ZK16] adaptieren den Aufbau desResNets. Die Besonderheit der
WideResNetsliegt in der Verwendung von einer höheren Anzahl an Merkmalskarten pro
Schicht, wodurch sich die Tiefe des Netzes verringern lässt.
Dies führt hauptsächlich zu einer Verkürzung der Trainingsdauer.

ResNeXt

Die von Xie et al. verö�entlichte ResNeXt-Architektur [ SRP̧ 17] verändert den Aufbau
desresidual blocksund fügt diesem diesplit-transform-merge-Stategie aus [SLJ¸ 15] hinzu.
Dabei werden verzweigte Verbindungen innerhalb einesBlocks angewandt. Die Anzahl

5Das vanishing-gradient-problem beschreibt das Verschwinden von Gradienteninformationen bei der
Fehler-Rückübertragung in früheren Schichten eines KNN's [BSF94].
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der VerzweigungenCardinality, stellt dabei neben der Tiefe und Breite einen neuen
Hyperparameter des Netzes dar, dessen Vergröÿerung einen positiven Ein�uss auf die
Leistung des Netzwerks hat.

2.4 Transfer Learning

Aus den vorherigen Abschnitten lässt sich erkennen, wie unentbehrlich aufgabenspezi�sche
Daten für einen aufDeep Learningbasierenden Algorithmus sind. Bei einer nicht ausrei-
chend vorhandenen Menge an Trainingsdaten oder bei einem Datensatz mit schlechter
Qualität ist es, auch mit einem komplexenKNN kaum möglich, gute Ergebnisse und eine
zufriedenstellende Generalisierungsfähigkeit zu erreichen.
Um einen Mangel an Daten auszugleichen, kann laut Nogueira et al. zum einen, die Technik
Data Augmentation eingesetzt werden [NPd16]. Diese zielt darauf ab, den Trainingsdaten-
satz künstlich durch ausgewählte Transformationen zu vergröÿern [NPd16]. Jedoch ist dies
allein, bei kleinen Datensätzen, häu�g nicht ausreichend, um einOver�tting zu verhindern
[NPd16].
Eine weitere Technik zum Ausgleich eines Datenmangels stellt dasTransfer Learning dar.
Dieses beschreibt nach Pan et al. [PY10], die Übertragung des gelernten Wissens eines
Aufgabenbereichs auf einen Anderen.
Bezogen auf einCNN bedeutet das, dass die vortrainierten Gewichte, Schwellenwerte und
Filter eines Netzes, auf eine andere Aufgabe übertragen werden können.
Für das Transfer Learning von CNNs unterscheiden Nogueira et al. dabei zwischen den
folgenden Strategien:

2.4.1 Merkmalsextraktion

Bei der Merkmalsextraktion (engl. feature extraction) wird die letzte vollverbundene
Schicht eines vortrainiertenCNN's an die neue Aufgabe angepasst [NPd16]. Anschlieÿend
wird allein jene Ausgabeschicht auf den Datensatz trainiert. Die vorherigen Parameter
des Netzes bleiben dabei unverändert und produzieren die Merkmale basierend auf dem
Training des ursprünglichen Datensatzes. Durch dasTransfer Learning mittels feature
extraction erlernt dasCNN jene Merkmale für das Lösen der neuen Aufgabe zu verwen-
den.

2.4.2 Feintuning

Beim Feintuning (engl. �ne-tuning ) wird, wie bei der feature extraction, die Ausgabeschicht
an die neue Aufgabe angepasst. Jedoch werden neben den Neuronen der letzten Schicht
auch andere ausgewählte Gewichte trainiert. Beim Feintuning einesCNN's kann es etwa
hilfreich sein, nur die tieferen Schichten desCNN's zu trainieren, da in den ersten Schichten
eher Kanten und Ecken im Bild erkannt werden [NPd16]. Die Erkennung der Kanten
und Ecken ist für viele Computer-Vision-Aufgaben von Bedeutung und muss demnach
nicht verändert werden. Die tieferen Schichten, sind hingegen deutlich spezi�scher und
entscheiden zwischen Merkmalen, welche für den neuen Aufgabenbereich nicht immer von
Bedeutung sind.



3 Stand der Technik in der
Objekterkennung

Nachdem im Kapitel 2 die Aufgaben der Computer Vision und die Grundlagen desDe-
ep Learningsmit den darin enthaltenen Techniken erläutert wurden, werden in diesem
Kapitel derzeitige Lösungsstrategien für die Objekterkennung erklärt. Dafür werden im
Abschnitt 3.1, zunächst essenzielle Challenges vorgestellt, an denen die Performance von
erforschten Objekterkennungs-Strategien standardmäÿig bemessen und evaluiert wird.
Daraufhin werden die bekanntesten zweistu�gen- (Abschnitt 3.2) und einstu�gen- (Ab-
schnitt 3.3) Deep-Learning-Objekt-Detektoren vorgestellt, welche für die Umsetzung der
Zielstellung dieser Arbeit von groÿer Relevanz sind.
Die Herausforderung der Objekterkennung besteht darin, dass eine unbekannte Anzahl
von Objekten mit unterschiedlichen Seitenverhältnissen (engl.Aspect Ratios) in einem
Bild klassi�ziert und lokalisiert werden sollen. Eine einfache Verbindung derConvolutional
Layer mit vollverbundenen Schichten, welche die Begrenzungsrahmen und eine Klassi-
�zierung des Bildes prognostizieren, ist aufgrund der unbekannten Objektanzahl nicht
ausreichend.
So kommt es, dass für die Lösung dieser Problemstellung spezielle Techniken entwickelt
wurden, die sich nach Zou et al. [ZSGY19] in zweistu�ge- und einstu�ge Verfahren di�e-
renzieren lassen.

3.1 Object Detection Challenges

Seit einigen Jahren werden zahlreiche Datensätze verö�entlicht, an denen Objekterken-
nungs-Verfahren trainiert und evaluiert werden können. Diese ö�entliche Handhabung
erlaubt es der Forschung, neue Ansätze zu entwickeln und diese basierend auf den Ergeb-
nissen der Datensätze miteinander zu vergleichen. Folglich werden die wichtigsten solcher
Challenges benannt, um im Verlauf des Kapitels eine Vergleichbarkeit der Verfahren zu
ermöglichen und die Auswahl der für die Arbeit relevanten Techniken zu begründen.
In Abbildung 3.1 sind Beispielbilder aus den einzelnen Challenges, inklusive der dazugehö-
rigen Begrenzungsrahmen und Klassennamen visualisiert.

3.1.1 VOC

Die PASCAL Visual Object Class Challenges(VOC) 1 [EvW ¸ 10, EEv¸ 15] gehören laut
Zou et al. [ZSGY19] zu den ersten wichtigen Wettbewerben der Computer Vision. Jene
beinhalten die Aufgaben:image classi�cation, object detection, semantic segmentation

1http://host.robots.ox.ac.uk/pascal/VOC/
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und action classi�cation2.
Nach Zou et al. sindVOC07 und VOC12 die meistgenutzten Datensätze für die Objekter-
kennung. Der Datensatz aus 2007 beinhaltet circa 5000 Trainingsbilder, mit insgesamt mehr
als 12000 zu erkennenden Objekten aus 20 verschiedenen Klassen. Der Wettbewerb aus
2012 vergröÿert den Bestand auf 11540 Trainingsbilder und insgesamt 27450 annotierte3

Objekte.
Die neueren Verö�entlichungen beziehen sich, laut Zou et al., jedoch eher auf andere,
gröÿere, Challenges, wie ILSVRC und MS-COCO.

3.1.2 ILSVRC

Die ImageNet Large Scale Visual Recognition Challenge(ILSVRC)4 [RDS¸ 15] hat laut
Zou et al. den Stand der Technik der generischen Objekterkennung vorangetrieben. Die
ILSVRC fand in den einzelnen Jahren zwischen 2010 und 2017 jährlich statt und beinhaltet
unter anderem Bilder aus dem ImageNet-Datensatz [DDS¸ 09].
Der ILSVRC-Objekterkennungsdatensatz aus 2014 involviert beispielsweise 200 Objekt-
klassen in über 476000 Bildern, mit insgesamt mehr als 534000 annotierten Objek-
ten.

3.1.3 MS-COCO

Zou et al. beschreiben den Microsoft-Common Objects in Context(COCO)-Datensatz5

[LMB ¸ 14] als bisher herausforderndsten Datensatz. Jener beinhaltet mit 80 unterschiedli-
chen Objektklassen zwar weniger als dieILSVRC. Dafür mit über 897000, jedoch mehr
annotierte Objekte, in 164000 Bildern.
Die Objekte sind dabei für dieinstance segmentationannotiert und enthalten neben dem
rechteckigen Begrenzungsrahmen, auch Informationen für Segmentierungsmasken, welches
das Objekt pixelgenau eingrenzt [LMB̧21a].
Der Grund für die erhöhte Schwierigkeit der Challenge liegt zum einen an vielen dicht
aneinander liegenden Objekte und zum anderen an einer zahlreichen Menge kleiner Objekte,
dessen Flächeninhalt weniger als 1% des Bildes ausmacht.
Diese Eigenschaften bringen die Aufgaben der Challenge näher an �Echt-Welt-Szenarien�
und stellen laut Zou et al. dadurch den heutigen Standard für die Qualitätsbewertung
eines Bilderkennungsalgorithmus dar.

3.1.4 OID

Die Open Images Detection (OID)Challenge6 [KDA ¸ 17] beinhaltet bei Weitem mehr
Bilder und Objekte als die bisher erwähnten Datensätze und stellt damit den derzeit

2Den Objekten wird basierend auf den Bildinformationen eine Handlung prognostiziert.
3Ein annotiertes Objekt beschreibt ein Objekt, welches im Datensatz für überwachte Lernverfahren

ein Label beinhaltet. Bei der Objekterkennung besteht diesesLabel aus dem Klassennamen und den
Positionsbeschreibungen des Begrenzungsrahmens.

4https://image-net.org/challenges/LSVRC/
5https://cocodataset.org/#home
6https://storage.googleapis.com/openimages/web/factsfigures.html
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